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[bookmark: 회귀분석과-분산분석의-개념적-차이-및-snp-마커-분석에서의-비교][bookmark: snp-마커-효과의-anova-추정-방법론-심층-연구]선형모형을 이용한 SNP 마커 효과 분석: ANOVA 모형을 이용한 마커의 평균 효과 추정
이승환
충남대학교 동물자원생명과학과

선형모형을 이용하여 단일염기변이(Single Nucleotide Polymorphism, SNP)의 효과를 추정하는 방법론은 유전체 정보를 이용하여 개체의 유전능력을 추정하는 가축육종(Animal Breeding) 분야에서 매우 중요한 내용일 것이다. 이번 장에서는 선형모형의 일종인 회귀분석과 분산분석의 개념적 차이 및 개별 방법론에 대한 중요한 점에 대해서 학습한다. 회귀분석과 분산분석(ANOVA)은 모두 종속변수와 독립변수 사이의 관계를 분석하는 통계기법이지만, 접근 방식에 약간의 차이가 있다. 회귀분석은 보통 독립변수가 연속형(continuous variable)일 때 선형적 관계(회귀식의 기울기)를 추정하는 데 초점을 두고, 분산분석은 독립변수가 범주형(categorical variable)일 때 집단 간 평균의 차이에 초점을 둔다. 예를 들어, SNP 유전자형이 연속형 코딩(예: 0,1,2)으로 주어지면 회귀분석을 통해 종속변수에 대한 기울기(allele 당 효과)를 추정할 수 있고, SNP 유전자형이 범주형 요인(AA, Aa, aa의 3수준)으로 주어지면 분산분석을 통해 세 집단 평균 차이에 대한 F-검정을 수행하게 된다. 
두 방법은 모델의 기본 구조가 동일한 일반선형모델(GLM)이며, 독립변수를 어떻게 취급하는가에 따라 출력 해석이 달라진다. 회귀분석에서는 회귀계수(예: SNP 대립유전자 하나 증가당 효과)를 해석하고, 분산분석에서는 집단별 평균과 집단 간 분산 대비 집단 내 분산의 비율(F값)을 해석한다. 결과적으로 회귀분석과 일원분산분석은 동일한 모형을 다른 형태로 표현한 것이며, 회귀분석은 개별 계수(예: 더미변수나 기울기)에 대한 t-검정을 제공하고, 분산분석은 전체 요인의 효과에 대한 F-검정을 제공한다. 요약하면, “ANOVA는 모든 예측변수가 범주형인 회귀분석의 특수한 경우”라고 볼 수 있다. 
[bookmark: X3c1fbb70be8bf62964323a5fefeec31b3f2d36b]SNP 마커 분석 적용: SNP의 유전자형을 어떻게 모델링하는가에 따라 두 접근이 모두 활용된다. 예를 들어 SNP 유전자형을 0/1/2로 (대립유전자 개수에 따라) 코딩하면 회귀분석으로 상가적 효과(additive genetic effect)를 추정할 수 있고, SNP 유전자형을 AA/Aa/aa 세 그룹으로 취급하면 분산분석으로 그룹 간 평균의 유의성을 평가할 수 있다. 두 방법은 동일한 데이터를 다루며 결과도 밀접히 관련되어 있다. 실제로 회귀분석으로 구한 더미변수(dummy variable) 회귀계수로부터 그룹 간 평균차를 구할 수 있고, 분산분석의 F-검정은 해당 회귀모형에서 더미변수(dummy variable) 계수들의 공동 유의성 검정과 동일하다. 차이는 연구자가 관심을 가지는 표현 방식에 있는데, 집단 평균 차이에 직접 관심이 있다면 ANOVA의 F-검정과 사후검정을 주로 보고, 대립유전자 하나당 효과 크기에 관심이 있다면 회귀계수(기울기)를 보고 해석하는 식이다. 
1. 유전자형을 세 개의 그룹(AA, Aa, aa)으로 분류하여 분산분석을 수행하는 방법
SNP 마커의 유전자형이 AA, Aa, aa로 주어졌을 때, 이를 세 그룹으로 보고 일원분산분석(one-way ANOVA)을 수행하는 절차는 다음과 같다. 
· 데이터 준비: 각 개체의 유전자형을 범주형 변수(factor)로 지정한다. 예를 들어, 유전자형이 AA, Aa, aa 중 하나인 열을 인코딩한다. 필요시 Aa와 aA처럼 표현이 섞여 있다면 동일하게 취급하도록 정리한다. (두 표현은 생물학적으로 동일한 이형접합).
· 집단별 기술통계: 분산분석 전에 각 유전자형 그룹의 표본크기(N)와 평균, 분산 등을 산출한다. 이를 통해 그룹 간 평균 차이가 어느 정도인지, 분산이 유사한지 등을 파악할 수 있다. (ANOVA의 기본 가정 중 하나는 각 그룹의 분산이 동일하다는 등분산 가정)
· 분산분석 실행: 종속변수 ~ 유전자형을 모형으로 하여 일원분산분석을 수행한다. 예를 들어 R에서는 aov(phenotype ~ genotype) 또는 lm(phenotype ~ genotype)를 사용하는데, 이때 genotype 변수는 세 수준(AA, Aa, aa)의 팩터(factor)로 취급한다. 
· 분산분석 F-검정: ANOVA 결과에서는 집단간 제곱합과 오차 제곱합을 비교하는 분산비(F)가 계산된다. 분산분석은 기본적으로 집단간 변동이 무작위 오차변동에 비해 충분히 큰지를 검정하며, 유전자형에 따른 집단 평균 차이가 통계적으로 유의미한지 p값을 확인한다. 예를 들어, 아래 ANOVA 결과에서 유전자형 효과에 대한 F-통계량과 p값을 해석한다. 
	geno.lm <- lm(phnotype ~ genotype, data=dataset))
summary(geno.lm)
anova(geno.lm)
[결과]
# Analysis of Variance Table
# Model: sbp ~ genotype
#            Df Sum Sq Mean Sq F value Pr(>F)  
# genotype    2  1950.1   975.0   2.897 0.05563 .
# Residuals 957 322017   336.5                  



위 예시에서 유전자형 요인은 2개의 자유도(df=2)를 가지며, F값은 약 2.897, p값은 0.05563으로 나와 있다. 이는 유전자형 간 평균 차이가 거의 유의수준 0.05에 가까운 경계적 유의성(borderline significance)을 보인다. (엄밀히는 유의수준 5%보다 약간 크므로 유의하지 않다고 볼 수 있음). 분산분석의 귀무가설(H0)은 "세 가지 유전자형 집단의 모평균은 모두 같다"이며, 대립가설은 "적어도 하나의 집단 평균이 다르다"로 표현한다.  따라서 p값이 충분히 작으면 (예: < 0.05) 유전자형에 따라 그룹 평균에 차이가 있다고 결론 내릴 수 있다. 
· 사후검정 및 효과추정: ANOVA의 F-검정이 유의한 경우, 어떤 그룹 간 차이가 유의한지를 추가로 확인하기 위해 Tukey HSD 등의 사후검정을 수행한다. 또한 집단별 평균값의 차이 자체가 마커의 효과 추정치가 되므로, AA 대비 aa의 평균 차이 (또는 기준 유전자형 대비 다른 유전자형의 차이)를 구해 마커 효과의 크기를 볼 수 있다. 
요약하면, 유전자형을 세 그룹으로 나누어 ANOVA를 수행하는 것은 각 유전자형별 표현형 평균을 비교하는 것이며, 이는 해당 SNP가 표현형 변이에 영향을 주는지 탐색하는 기본적인 방법이다. 이때 ANOVA에서는 개체 간의 총 변동을 유전자형 집단 간 변동과 집단 내(오차) 변동으로 분해하여, 집단간 변동이 얼마나 큰 비율을 차지하는지를 F값으로 평가한다. 유전자형에 따른 효과가 크다면 집단간 평균차가 커져 F값이 커지고, 효과가 없다면 세 평균이 유사하여 F값이 작게 나온다. 
[bookmark: 상가적additive-유전모형에-따른-마커-효과-추정-이론]2. 상가적(additive) 유전모형에 따른 마커 효과 추정 이론
상가적 유전모형(additive genetic model)이란 대립유전자의 효과가 서로 대등하게 표현형에 기여하여, 이형접합의 표현형이 두 동형접합의 중간 정도로 나타나는 모형을 말한다. 즉 한 대립유전자씩의 기여분이 균등하다고 가정하는 모델이다. 이러한 모형에서는 마커의 효과를 대립유전자 한 개가 표현형에 주는 증가분으로 정의할 수 있다.  실질적으로는 특정 대립유전자(주로 minor alleles, 희귀 대립유전자)를 기준으로 0, 1, 2개 보유한 경우를 연속등급으로 놓고 회귀계수로 효과를 추정한다. 예를 들어 어떤 SNP의 두 대립유전자를 A(주류 allele)와 a(희귀 allele)라고 할 때, a allele을 하나도 가지지 않은 유전자형을 0, 이형접합(Aa)을 1, aa 동형접합을 2로 코딩하여 회귀분석을 하면 기울기(회귀계수)가 대립유전자(allele) a 한 개당 평균적인 표현형 변화량을 추정하게 된다.  이를 통상 대립유전자 치환 효과(allelic substitution effect) 또는 상가적 효과라고 부른다. 
이론적으로 상가적 효과는 두 동형접합의 평균 차이의 절반으로 정의되는데, 표현형 값의 모집단 평균이 동형 유전자형(M)_{AA}, 동형 유전자형(m)_{aa} (각각 AA, aa 유전자형의 평균)이고 이형접합 유전자형_Aa의 평균이 m_{Aa}라고 하면, 상가적 효과를 로 정의할 수 있다. 이는 allele a를 하나 더 가질 때 기대되는 증가분을 의미한다. 완전 상가적 모형이라면 이형접합의 평균은 정확히 두 동형접합 평균의 중간값이 되며 , 오차 범위 내에서  가 성립한다. 이 경우 a allele의 효과는 A allele의 효과와 크기는 같고 방향은 반대이며, 표현형에 대한 aa 유전자형의 총 효과는 2a (AA 대비)로 볼 수 있다. 
만약 우성(dominance) 효과가 존재한다면, 이형접합의 표현형이 완전히 중간이 아니라 한쪽 동형접합에 더 가깝거나 멀어지게 된다. 이를 수량적으로 표현하면 우성효과의 편차(dominance deviation) d를 m_{Aa}와 중간값의 차이로 정의할 수 있다. . 순수 상가적 모형에서는 이며, m_{Aa}가 정확히 중간값이 된다. 우성의 효과가 있다면 이고, 양수이면 이형접합이 aa쪽에 가깝고 음수이면 AA쪽에 가깝다는 뜻이다.  상가적 모형 가정 하에서는 d=0으로 보고, 마커 효과는 전적으로 상가적 효과 a로 설명된다. 
이러한 개념을 통해 마커 효과의 추정이 이루어진다. 상가적 효과 a는 위 정의대로 AA와 aa의 평균차의 절반으로 계산할 수 있고, 이는 회귀분석에서 구한 대립유전자 1개당 효과와 동일하다. 예를 들어 앞의 SNP에서 allele a를 0,1,2로 코딩하여 회귀분석을 했다면 회귀계수 가 바로 추정된 상가적 효과이며, 이는 (표본에서의 와 거의 같게 계산된다. 상가적 효과는 흔히 육종에서의 유전력 계산이나 BLUP 산출 등에 중요하며, 유전형의 Breeding value로 연결되는 개념이다. 
정리하면, 상가적 유전모델에서는 대립유전자 한 개의 효과를 일정한 값으로 간주하며, SNP 마커 효과는 "해당 SNP의 대립유전자가 한 개 늘어날 때 기대되는 표현형 변화"로 정의된다. 이를 위해 SNP 유전자형을 0/1/2로 코딩하여 회귀분석을 수행하며, 이렇게 추정된 회귀계수는 곧 마커의 상가적 효과 추정치가 된다. 만약 이 값이 통계적으로 유의하면 해당 SNP의 효과가 유의미하게 존재한다고 해석한다. 반대로 분산분석에서는 한 번에 세 유전자형 평균을 비교하므로, 상가적 + 우성의 효과를 합쳐 유전자형 전체의 영향을 검정하게 된다. 상가적 모형이 적합하다면 회귀분석(1 df)이 분산분석(2 df)보다 검정력이 높을 수 있고, 우성의 효과를 무시할 수 없으면 분산분석이 더 포괄적인 검정을 제공한다. 
3. 행렬식을 이용한 선형모형 이해: ANOVA vs Regression
[bookmark: 일반-선형모형glm의-행렬식]유전자형을 범주형과 연속형으로 간주한 간단한 예제를 이용하여 ANOVA모델과 Regression 모델의 일차방정식의 행렬식을 구현하고 모델이 어떻게 마커효과의 해(solution)을 추정하는지 학습한다. 각 방법의 이론적 배경, 행렬식 구현, 실습 예제 이용하여 설명한다. 
일반선형모형(GLM)의 행렬식
일반 선형모형(GLM)은 여러 요인(X)이 관찰값(Y)에 미치는 영향을 설명하기 위한 대표적인 통계모형이다. 행렬식을 통해 일반 선형모형을 표현하면 아래와 같다. 

· : 관찰된 표현형 벡터 (예: 개체별 체중)
· : 디자인 행렬(어떤 개체가 어떤 요인에 속하는지 정리한 표)
· : 고정효과 벡터(요인별 효과 크기)
· : 오차 벡터, 
이 식을 풀어 를 추정하려면, ‘다음의 추정방정식(estimation equations)’을 사용한다. 여기서는 아래의  추정 방정식을 유도하는 것은 생략하도록 한다.  

[bookmark: 예제-데이터-요약]위의 행렬식을 이용하여 X행렬과, Y 행렬식을 이용하여 를 추정하는 행렬식 계산 과정(곱셈, 전치, 역행렬 등)은 뒤 예제에서 구체적으로 살펴보도록 한다. 

예제 데이터 요약
	개체
	체중(kg)
	유전자형
	대립유전자 수(G)

	1
	22
	AA
	0

	2
	23
	AA
	0

	3
	26
	AA
	0

	4
	28
	AG
	1

	5
	30
	AG
	1

	6
	32
	AG
	1

	7
	39
	GG
	2

	8
	38
	GG
	2

	9
	40
	GG
	2



[bookmark: anova-모델-범주형-처리]본 예제의 대상 개체 수는 총 9마리( )이다. 처음 3마리는 AA유전자형, 그리고 그 다음 3마리는 AG유전자형 나머지 3마리는 GG유전자형을 가지고 있다. 평균 체중은 이다. 이 간단한 데이터를 이용하여 두 모델이 어떻게  행렬을 구성하고 를 추정하는지 살펴봅니다.

[bookmark: 이론적-배경]ANOVA 모델 (범주형 처리)
이론적 배경
ANOVA(분산분석)는 집단별 평균 비교에 최적화된 방법이다. 이론적으로는 ‘AA’, ‘AG’, ‘GG’ 세 개 그룹의 평균 간 차이를 검정하는 것으로 볼 수 있다. 모형식은 아래와 같다. 
모형식:

· , : AG, GG이면 1, 아니면 0이 되는 지시 변수(dummy)
· : AA 그룹 평균
· : AG vs AA 평균 차이
· [bookmark: 행렬식-구현]: GG vs AA 평균 차이

이 예제를 이용해서 이제 행렬식을 구현해 보자. 유전자형을 설명하는 디자인 행렬  : 총 개체수 9마리와 유전자형 3개 따라서, 9개의 행과 3개의 열로 구성되어 있다. 그리고 우리가 구하고자 하는 해는 총 3개로 ANOVA 로 표시할 수 있다. 

위의 X 행렬식과, 표현형인 Y 행렬식을 이용하여, 아래와 같은 전치행렬과 행렬의 곱을 이용하고, X전치행렬과 X행렬을 곱한 의 역행렬을 구하여 최종 ANOVA 구한다.

이를 역행렬로 풀면:

[bookmark: regression-모델-연속형-처리]결과적으로, AA=24kg, AG=24+6=30kg, GG=24+15=39kg로 계산되고, 이를 직관적으로 설명하면, AA 그룹 세 개 체중 평균을 직접 구하면 24kg, AG 그룹은 AA 평균(24)에 +6을 더해, 30kg, GG 그룹은 AA 평균(24)에 +15를 더해, 39kg이다. 이를 활용하여 상가적 유전효과를 계산하면, (39kg-24kg)/2로 약 7.5kg으로 계산된다. 그러면 이제부터 회귀모형을 이용하여 해를 구해보자. 

[bookmark: 이론적-배경-1]Regression 모델 (연속형 처리)

이론적 배경
Regression(회귀분석)은 상가적(additive) 효과를 가정하여, ‘대립유전자 개수’가 연속적으로 체중에 영향을 준다고 봅니다. 그리고 모형식은 아래와 같습니다.
모형식:

· : AA=0, AG=1, GG=2
· : AA 평균
· [bookmark: 행렬식-구현-1]: a 대립유전자 하나당 체중 변화량

이 자료를 이용하여 행렬식을 구현하면 다음과 같습니다. 먼저 디자인 행렬은 9개의 행과 2개의 열로 구성된다. 
디자인 행렬  , 그리고 추정해야 하는 해는 2개이다.

이 행렬을 이용하여 X전치행렬, X의 곱과, X의 전치행렬과 Y를 곱하여 아래와 같은 행렬을 구성하고, 

역행렬을 이용하여 해를 구하면 다음과 같다. 

[bookmark: 직관적-설명-1][bookmark: anova-vs-regression-비교-및-선택-기준]결과적으로 AA≈23.5kg, a 한 개당 +7.5kg → AG(1)≈31kg, GG(2)≈38.5kg로 해가 ANOVA모델과 동일하게 계산되는 것을 확인할 수 있다. 즉, 절편 23.5는 AA그룹의 평균값, 그리고 기울기 7.5는 a 한 개를 더 가질 때마다 체중이 7.5kg 증가함을 의미한다. 

ANOVA vs Regression 비교 및 선택 기준
	구분
	ANOVA (범주형)
	Regression (연속형)

	모델 가정
	집단별 평균 차이 검정
	대립유전자 수당 선형 증가 가정

	모수(parameter) 수
	3 (β₀, β₁, β₂)
	2 (β₀, β₁)

	해석
	그룹별 절대평균
	계수당 상대효과

	검정력
	우성효과(dominance) 포착 가능
	상가적(additive) 효과 강하게 검출

	확장성
	범주형 요인 추가 용이
	다변량 연속형 예측변수 확장 용이



[bookmark: 마무리][bookmark: 공개된-snp-데이터를-이용한-분산분석-적용-예제]ANOVA는 ‘어느 그룹이 얼마나 다른가’를 명확히 비교할 때, 우성효과(Dominance)나 비선형 효과를 탐색할 때 적합하다. Regression은 ‘유전자가 하나씩 더해질 때’라는 명확한 가정을 바탕으로, 여러 마커를 동시에 분석하거나 예측 모델에 사용할 때 유용하다. 두 방법 모두 ·β =  행렬 계산으로 통일되므로, 디자인 행렬 구성만 달리하면 쉽게 전환 가능하다. 이 예제를 통해, 동일한 데이터라도 디자인 행렬 의 구조를 바꿈으로써 서로 다른 관점(집단 평균 vs 연속적 기울기)으로 분석할 수 있음을 보여주었다. 

4. 공개된 SNP 데이터를 이용한 분산분석 적용 예제
이 강의자료에서는 약 100마리 한우의 근내지방함량(D_IMF) 데이터를 활용하여 SNP 마커(유전자형)의 효과를 추정하는 두 가지 주요 통계적 방법ANOVA(분산분석)과 Regression(회귀분석)을 비교한다. 실제 한우 등심의 근내지방함량(D_IMF)를 표현형(Y)으로 설정하고, 유전자형 그룹 간 평균 차이를 검정하고, 상가적(additive) 모형 하에서 대립유전자 하나당 효과를 추정하는 전 과정을 차례로 살펴본다. 각 방법이 데이터를 어떻게 해석하며, 행렬식을 이용해 β 값을 계산하는지를 학습한다. 
1. 일반 선형모형(GLM)의 행렬식
일반 선형모형(GLM)은 여러 요인(X)이 관찰값(Y)에 미치는 영향을 설명하기 위한 대표적인 통계모형이다. 행렬식을 표현하면 다음과 같다. 

· : 관찰된 표현형 벡터 (예: 개체별 체중)
· : 디자인 행렬(어떤 개체가 어떤 요인에 속하는지 정리한 표)
· : 고정효과 벡터(요인별 효과 크기)
· : 오차 벡터, 
이 식을 풀어 를 추정하려면, ‘추정방정식(estimation equations)’을 사용한다. 


실습 예제: 한우 등심 근내지방함량(D_IMF)과 SNP 데이터
이제 실제 데이터에 이러한 방법들을 적용해 봅니다. 여기서는 한우의 근내지방함량(D_IMF)을 연구 대상 형질로, 약 100개체의 D_IMF 값과 후보 SNP 하나를 사용한다. 분석에 앞서 몇 가지 전 처리 및 확인 과정을 거친다. 
· 데이터 로드 및 확인: .txt 형태의 데이터를 불러온 후, SNP 유전자형 데이터에 결측치(NA)가 없는지 확인한다. 실제 여기서 사용하는 데이터에는 결측치가 없다. 총 100마리의 한우(Hanwoo)데이터를 이용할 것이고, 표현형은 한우의 근내지방함량(D_IMF), 그리고 SNPx라는 유전자형을 이용하여 분석을 진행한다. 유전자형은 AA, AG, 그리고 GG형이며, AA형은 50마리, AG형은 30마리, 그리고 나머지 GG형은 20마리로 구성되어 있다. 
	data <- read.table("Hanwoo_IMF.txt",head=T)
names(data)
table(is.na(data$SNPx))



· 유전자형 코딩 통일: 가끔 SNPx의 이형접합은 데이터에 AG와 GA 두 가지 형태로 기록되어 있는 경우가 있다. 이러한 경우 이는 동일한 유전자형을 의미하므로 둘 다 AG로 통일 처리해야 한다. R에서는 팩터로 읽을 때 자동으로 한 종류로 들어올 수도 있지만, 일반적으로 문자열 변환을 통해 통일시킨다. 
	data$SNPx <- factor(ifelse(data$SNPx %in% c("AG","GA"), "AG", data$SNPx),
                    levels=c("AA","AG","GG"))



· 집단별 근내지방함량 평균: 유전자형별로 근내지방함량의 평균과 표준편차를 구해본다. 예를 들어 SNPx의 경우 (결측 제외):
· AA형: 표본 수50개, 평균 D_IMF ≈ 3.43%
· AG형: 표본수 30개, 평균 D_IMF ≈ 4.01%
· GG형: 표본수 20개, 평균 D_IMF ≈ 4.49%
	data %>% group_by(SNPx) %>%
summarise(N=n(), mean_IMF=mean(D_IMF, na.rm=TRUE), sd_IMF=sd(D_IMF, na.rm=TRUE))



이제 실제 데이터에 위 방법을 적용해 보겠습니다. 이번에는 한우의 근내지방도(D_IMF)를 표현형으로 사용하고, 특정 SNPx 마커 한 개를 선택하여 약 100개체 데이터를 분석합니다. Hanwoo_IMF.txt에는 다음 컬럼이 포함되어 있다. 
· ID: 개체 식별자
· D_IMF: 근내지방도 (percent)
· SNPx: 선택한 SNP 유전자형 (AA, AG, GG)
· G: 대립유전자 a 개수 (0, 1, 2)
[bookmark: anova-모델-적용]우리는 SNPx유전자형에 따른 한우의 근내지방함량의 차이를 분산분석으로 검정하고, 상가적 모형에 따른 효과도 추정해볼 것이다. 
ANOVA 모델 적용
	anova_model2<-lm(D_IMF ~ SNPx, data=data)
summary(anova_model2)
[결과]
ANOVA Table
[image: ]
SNP 효과 추정
[image: ]


[bookmark: regression-모델-적용][bookmark: 모형식-1]
Regression 모델 적용
	reg_model <- lm(D_IMF ~ G, data=data)
summary(reg_model)
[결과]
[image: ]


[bookmark: 두-모델-비교-및-해설]두 모델 비교 및 해설
	구분
	ANOVA
	Regression

	가정
	그룹 간 평균 차이 검정
	대립유전자 개수에 비례 효과

	p-value
	ANOVA p=0.016
	Regression p=0.012

	효과크기
	AG–AA ≈ 0.5%p, GG–AA ≈ 1.0%p
	allele 1개당 +0.5%p

	해석
	AG vs AA, GG vs AA 그룹차이
	각 allele의 선형 기여



ANOVA 및 Regression 분석 결과
SNP 효과의 통계적 유의성 
분산분석(ANOVA) 결과에서 F(2,97)=119.0, p<2×10⁻¹⁶라는 값은, “세 유전자형(AA, AG, GG) 간 내장지방도의 평균 차이가 우연히 관측될 확률이 10⁻¹⁶ 미만”임을 의미한다. 일반적으로 p<0.001 수준에서 ‘매우 유의하다’고 표현하므로, 이 SNP 하나만으로도 집단 간 내장지방도의 차이를 거의 완벽하게 설명할 수 있다는 강력한 증거이다. 또한, 분산분석의 결정계수 계산식

를 통해, SNPx가 전체 분산 중 71%를 설명한다는 것을 확인할 수 있었다. 즉, 유전형이 한우 근내지방함량 변동의 절반 이상을 좌우한다는 것을 의미한다. 
[bookmark: 분산분석-상가적-효과-vs.-회귀-β-차이-원인]회귀분석 결과에서도 t=11.05, p<1×10⁻¹⁶로, “G 대립유전자 한 개가 D_IMF를 변화시키는 선형 기울기(β=0.529)가 우연히 0이 될 확률 역시 거의 0에 가깝다”는 것을 보여주었다. 여기서 절편(3.432)은 기준 유전자형(AA)의 평균 근내지방함량, 기울기(0.529)는 G 대립유전자가 하나 더해질 때마다 근내지방함량이 평균적으로 0.529%p씩 증가한다는 실질적 효과 크기(effect size)를 제시한다. 또한 confint(lm1) 명령으로 95% 신뢰구간을 계산하면, β의 신뢰구간이 대략 [0.433, 0.625] 정도로 좁게 형성되어 있어(가령), “기울기가 0이 아니라는” 결론에 대한 불확실성이 매우 작음을 직관적으로 확인할 수 있다. 
분산분석 상가적 효과 vs. 회귀 β 차이 원인
분산분석 후 post‐hoc contrast 혹은 직접 계산으로 “AA와 GG 평균 차이의 절반”을 상가적 효과로 산출하면

가 되어야 하지만, 실제 데이터에서는 이 값이 0.529와 약간 다른 경우를 흔히 관찰합니다. 그 이유는 다음과 같다. 
1. 표본 크기와 그룹 간 불균형 AG 집단이 30마리, GG 집단이 20마리로 표본 수가 다르므로, 분산분석의 “평균”과 회귀모형의 “OLS 평균 추정”이 동일하지 않을 수 있다. 회귀분석은 전체 100마리 데이터를 대상으로, 잔차 제곱합을 최소화하는 기울기를 찾기 때문에 각 그룹에 가중치(weight)가 다르게 반영된다. 
1. 이형접합(AG) 평균이 완벽히 중간값이 아님 상가적 유전모형에서는 AG 평균이 AA와 GG 평균의 중간에 위치한다고 가정하지만, 실제 데이터에서는 AG 그룹의 표현형 분포가 순수 선형에 딱 떨어지지 않을 수 있다. 만약 AG의 실제 평균이 (AA+GG)/2보다 크거나 작으면, 분산분석에서 직접 계산한 μGG–μAA 절반과 회귀β는 미세하게 어긋난다. 유전학적으로 이는 우성의 효과가 0이 아님을 의미한다. 
1. 회귀모형의 최소제곱 해(OLS)의 특성 OLS 회귀는 “잔차제곱합(residual sum of squares)을 최소화”하는 β를 산출하기에, 그룹별 평균 대신 전체 관측치의 공분산(cov(D_IMF, allele_G_count))과 분산(var(allele_G_count)) 비율

· 에 기반한다. 이때, 각 유전형에 속한 x값(0,1,2)의 분포와 y값의 편차가 균일하지 않으면, “단순히 평균 차이의 절반”과는 미묘하게 다른 값이 도출된다. 
[bookmark: 결론적-해석]결국, 분산분석의 상가적 효과는 “두 동형접합 평균 차이의 이론적 절반”인 반면, 회귀분석의 β는 “실제 표본 데이터 전체에서 최소자승 조건을 만족하는 최적 선형 기울기”이기 때문에, 데이터 분포가 완벽히 이상적(이형접합이 정확히 중간, 표본 균형)이지 않으면 두 값은 미세하게 달라질 수밖에 없다. 
결론적 해석
· 통계적 유의성: ANOVA와 회귀 모두 p<10⁻¹⁶ 수준으로 매우 유의하여, SNPx가 한우 근내지방함량에 미치는 영향이 통계적으로 확실하다. 
· 효과 크기 비교: 분산분석 R²=0.71, 회귀분석 R²≈0.56으로, 두 모형이 설명하는 분산 비율에 차이가 있지만 모두 높은 설명력을 보였다. 
· 모형 간 β 차이: 표본 크기 불균형, 이형접합 평균 위치 편차, 그리고 OLS 최적화 특성 때문에 “μGG–μAA 절반”과 “OLS β”는 완벽히 일치하지 않는다. 
· 실무적 시사점: 이러한 미세한 차이까지 이해함으로써, SNP 효과 추정 시 “어느 방식이 더 적절할지”를 연구 맥락에 맞게 선택하고, 필요하다면 혼합효과모형이나 가중회귀 등을 이용해 보다 정교하게 모형을 개선할 수 있다. 
[bookmark: r-코드-실습-및-결과-해석-예시]참고 문헌 및 자료: 분산분석과 회귀분석의 관계에 대해서는 통계 교과서와 GLM 이론에서 잘 설명되어 있으며, 상가적 유전모형과 마커 효과 추정에 대한 이론은 Falconer 등의 유전학 교과서에 상세하게 설명한다. 또한 본 예제에 사용된 한우 등심 근내지방함량과 유전자형 데이터는 공개 교육용 자료로서, 기존 한우데이터를 이용하여 본 실습에 맞게 100마리의 데이터셋을 시뮬레이션하여 제공하였다. 결과적으로 해당 SNPx는 한우 근내지방함량에 미치는 효과가 매우 크며, 이는 하나의 유전자가 표현형을 설명하는 설명력이 매우 크다고 할 수 있다. 그러나, 실제 육종현장에서 이러한 마커는 현실적으로 존재하기 어렵다. 
출처 및 인용: 본 교재의 내용 정리를 위해 연구논문 및 통계교재의 정보를 참고하였으며, 예제 데이터는 충남대학교 가축유전체육종학 연구실에서 제공하였다. 또한 회귀분석과 ANOVA의 관계에 대한 설명은 통계교과서를 참고하였다. 
1. Falconer, D. S., & Mackay, T. F. C. (1996). Introduction to Quantitative Genetics (4th ed.). Longman.: 상가적 유전자 효과와 우성의 효과, 유전력 개념을 가장 고전적으로 정리한 교과서
2.  McCullagh, P., & Nelder, J. A. (1989). Generalized Linear Models (2nd ed.). Chapman & Hall. 일반선형모형(GLM)의 이론과 행렬식 해법을 포괄적으로 다루는 책.
3. Gelman, A., & Hill, J. (2006). Data Analysis Using Regression and Multilevel/Hierarchical Models. Cambridge University Press. 회귀분석과 다층모형을 실용적으로 설명하며, R 코드 예제.
4. Searle, S. R., Casella, G., & McCulloch, C. E. (1992). Variance Components. Wiley. 분산분석(ANOVA)과 혼합효과모형(Mixed Models) 이론
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> summary(anova_model)

Df Sum Sg Mean Sqg F value Pr(>F)
SNPx 2 17.69 8.846 119 <2e-16 ***
Residuals 87 7.21 0.074
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Call:
1m(formula = D_IMF ~ SNPx, data = data)

Residuals:
Min 1Q Median 3Q Max
-0.79959 -0.14918 -0.00134 0.17006 0.62333

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 3.43236 0.03856 89.019 < 2e-16 ***
SNPxAG 0.58131 0.06296 9.232 6.le-15 ***
SNPxGG 1.06048 0.07213 14.701 < 2e-16 ***

Signif. codes: O ‘***’ 0,001 ‘**’ 0.01 ‘*’ 0.05 *.” 0.1 * " 1

Residual standard error: 0.2726 on 97 degrees of freedom
Multiple R-squared: 0.7105, Adjusted R-squared: 0.7045
F-statistic: 119 on 2 and 97 DF, p-value: < 2.2e-16
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Call:
lm(formula = D_IMF ~ G, data = data)

Residuals:

Min 1Q Median 3Q

-0.76610 -0.16972 -0.00596 0.16309 0.61328

Coefficients:

Estimate Std. Error t value
(Intercept) 3.44240 0.03655 94.17
G 0.53777 0.03485 15.43

Signif. codes: 0 ‘***’ 0.001 ‘**’ 0.01

Residual standard error: 0.2722 on 98 degrees of freedom
Adjusted R-sqguared:

Multiple R-squared: 0.7084,
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F-statistic: 238.1 on 1 and 98 DF, p-value: < 2.2e-16
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